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摘摇 要摇 粒度支持向量机(GSVM) 在处理分布均匀的数据集时较有效,但现实生活中数据集的分布往往是不可预

测的,且分布不均匀. 文中提出一种动态粒度支持向量机(DGSVM)学习算法,根据粒的不同分布自动粒划分,使
SVM 可在不同层次的粒上训练. 标准数据集上的实验表明,与 GSVM 相比,DGSVM 具有更好的分类性能.
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ABSTRACT

Granular support vector machine ( GSVM) is effective when dealing with distribution uniform
datasets. However, the distribution of the dataset in the real world is unpredictable, and the density is
uneven. In this paper, a dynamic granular support vector machine learning algorithm ( DGSVM) is
proposed. According to the different distribution of the granules, some granules are divided automatically
and SVM training is performed on different levels of granule space. The experimental results on
benchmark datasets demonstrate that DGSVM algorithm obtains better classification performance compared
with GSVM.

Key Words 摇 Granular Support Vector Machine ( GSVM), Uneven Dataset, Distribution, Dynamic
Granular Support Vector Machine(DGSVM)
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1摇 引摇 言

在许多数据分类应用问题中,由于数据的收集

可能从大量、模糊、随机的环境中获得,因此常会遇

到数据分布不均匀的情况. 对于这类样本分布不均

匀的数据,获得的样本无法反映整个空间的数据分

布. 考虑到算法的容错性,应关注密度较大的区域,
以保证这部分区域的错分率较低. 数据集分布不均

匀也是医疗诊断、天气预报等分类应用中经常遇到

的问题. 目前绝大多数分类方法都是假设数据集的

分布是均匀的,所以在处理不均匀的数据集时效果

不理想,特别是在支持向量机的基础上,几乎没有算

法是针对密度分布不均匀数据集提出的,如何提高

对这类数据集的分类准确率,成为一个亟待解决的

问题.
粒度计算[1-3]是目前智能信息处理领域中模拟

人类思考问题和解决大规模复杂问题的方法,而支

持向量机在解决小样本、非线性及高维模式识别中

表现出特有的优势,将二者有效融合,可在不降低

SVM 泛化性能的条件下较大幅度提高学习效率. 在
粒度意义下探讨支持向量机学习机制,并明确粒度

支持向量机 ( Granular SVM, GSVM) 的含义是由

Tang[4]于 2004 年提出的. 其主要思想是首先构建粒

度空间获得一系列信息粒,然后在每个信息粒上进

行 SVM 学习,最后通过聚合信息粒上的信息获得最

终的决策函数.
GSVM 用有效信息粒代替传统的数据点训练,

可大幅度提高支持向量机的训练效率,同时获得较

令人满意的泛化能力[5-6] . 典型的 GSVM 主要有:基
于关联规则的 GSVM[7],基于聚类的 GSVM[8-9] . 此
外也有不少的学者研究基于粗糙集[10]、决策树[11]、
商空间[12]及神经网络[13]的 GSVM .

上述 GSVM 在解决实际问题时取得较好效

果[14-15],尤其对分布均匀的数据集较有效. 有别于

研究时的理想状态,真实数据集中的数据分布是难

以预料的,往往会出现分布不均匀的情况. 本文结合

粒度计算理论和层次分类思想,提出一种动态粒度

支持向量机(Dynamic GSVM, DGSVM)学习算法. 该
算法通过构建层次粒划分模型,设计高效的动态粒

度划分机制,细化密度大的粒,因此不同分布的粒可

能落在不同的粒度层次上,选取动态粒划分后各个

粒的代表点加入训练集,进行 SVM 训练. 从而在不

改变原数据集分布的情况下有效提高 SVM 的训练

效率,同时保持较高的泛化能力.

2摇 动态粒度支持向量机

传统的 GSVM 的粒划分机制是静态的,即每次

训练过程中粒划分的个数由用户给定的初始参数决

定,粒划分后,取部分代表点(如粒中心) 加入训练

集训练. 传统 GSVM 实现起来较简单,易于操作,处
理密度均匀的数据集效果较好. 但它对初始粒划参

数较敏感,而且在处理密度分布不均匀的数据集时,
对密度大的区域会丢失一些重要的分类信息,对密

度小的区域又会出现选取的分类信息冗余.
DGSVM 考虑到不同粒度之间的分布密度差异

对最终分类结果的影响程度不同,在选择重要分类

信息时采取动态粒划分机制. 密度较大且离超平面

较近的粒对分类正确率的影响也相对较大,因此对

这些粒再次粒划分,提取更多的代表点加入训练集.
对于密度小且远离超平面的粒,只抽取少量代表点

加入训练集,这种动态粒划分方法较好地保持原有

数据集的分布. 有些粒可能多次粒划分,而有些粒也

可能只一次粒划分,尽管它们不在同一层次上,但从

各粒中选取的代表信息都是重要数据,因此仍能获

得较好的泛化能力.
本文通过动态粒划分的方法对密度不均匀的数

据集提取重要样本. 首先根据数据集的大小,用户给

定一个初始粒划参数 K,对数据集初次粒划分. 其
次,取每个粒的粒中心进行 SVM 训练,得到一个分

类超平面,综合考虑粒密度和粒半径两个因素,计算

出那些靠近边界且粒密度较大的粒,对这些粒再次

粒划分(再次粒划分参数称动态粒化因子,它由粒

密度和粒半径共同决定),得到一组新的粒,取新粒

的粒中心,加入训练集进行 SVM 训练. 重复此过程,
直到满足停止条件为止.

图1 给出DGSVM动态粒划分的示意图,假设经

过初始的粒划分得到图中的 7 个粒,分别取其粒中

心加入训练集进行 SVM 训练,得到初始超平面,黑
圈代表密度较大且离超平面较近的粒,这些粒对超

平面的影响较大,需再次粒划分. 对 Es 再次粒划分,
可得到一系列新粒,取新粒的粒中心代替 Es 加入训

练集进行 SVM 训练,获得新的超平面. 若新粒中 E1

密度较大且离超平面较近,将对其再次粒划分,仍取

新粒的粒中心加入训练集训练,直到不需继续粒划

分为止. 在同一层次上的粒划分过程可并行执行,进
一步提高算法效率.

本文根据动态粒划因子进行粒度自动划分. 假
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设数据集 X 经过初次粒划分,得到一组粒

E = {E i} K
i = 1,

其中,若 E i 含有 ni 个 m维的数据点{x j} ni
j = 1,粒 E i 的

中心 ci 定义为

ci =
1
ni
移
ni

j = 1
x j . (1)

粒 E i 的半径反映一个粒的大小,其定义如下:

ri = max { x j - ci
2 } . (2)

图 1摇 动态粒划分过程

Fig. 1摇 Process of dynamic granular division

粒密度是用来衡量粒中样本的稠密程度,因为

样本点集的密度与各个样本点到粒中心的平均距离

成反比,与样本点集所在区域内样本的个数成正比.
因此计算出粒中各个样本点到粒中心的平均距离,
再用粒中样本总个数除以样本到粒中心的平均距

离,如此计算出的粒密度能反映一个粒所包含样本

点的稠密程度. 其定义如下:

di =
n2
i

移
ni

j = 1
x j - ci

2

. (3)

动态粒划因子 ki 用于确定一个粒需再次粒划分

的个数,希望得到密度较大且含有样本个数较多的

粒,再次粒划分时划分出粒的数目较多,这样定义的

优点是能从密度较大且相对重要的区域提取出更细

更多的分类信息参与训练,而从密度较小相对不重

要的区域中只抽取少量代表点加入训练,以便获得

更优的超平面. 它由粒密度、半径和一个调和参数

para 共同决定,para 决定一个粒再次划分粒时的程

度大小,它由网格搜索得出. ki 定义如下:

ki = 腋 diri
para骎, (4)

满足 Yi < 1 + ri, ki > 2 的粒需再次粒划分.
若所有粒都不满足此条件则算法达到停止条

件. 本文选择密度较大且离分类超平面较近的粒再

次粒划分,因为这些粒有可能成为潜在的支持向量,

且密度较大对分类结果的影响较大. Yi < 1 + ri 用来

选取离超平面较近的粒,其中,Yi 表示粒中心到超平

面的距离,ri 表示粒的半径. ki > 2 用来选取密度较

大的粒,其中 ki 与粒密度成正比.
综上所述,DGSVM 的主要步骤如下.

算法 摇 动态粒度支持向量机

step 1摇 根据初始粒划参数 K 对数据集初次粒

划分,得到一系列 E = {E i} K
i = 1 . 由式(1) ~ 式(3) 计

算出每个粒的中心、半径和密度.
step 2摇 将每个粒的粒中心加入训练集,训练

得到一个分类超平面,找出那些离超平面较近且密

度较大的粒,由式(4) 可得每个粒的动态粒划因子

ki,根据动态粒划因子 ki 再次粒划分.
step 3摇 用划分之后的粒代替原来的粒,重复

step 2, 直到满足停止条件,不需继续粒划分为止,此
时得到的超平面即为最优超平面,得到的优化模型为

f(x) = sgn(W准(x) + b),
算法结束.

DGSVM在传统GSVM的基础上,考虑到样本的

分布密度,主要根据数据集中样本分布的稀疏程度

和离超平面的远近来提取重要分类信息,对于密度

较小且离超平面较远的粒,只取粒中心加入训练集,
而对于密度较大且离超平面近的粒,再次粒划分,将
更细的粒的中心加入训练集. 因此它在处理密度分

布不均匀的数据集时,可表现出更好的特性.

3摇 实验及结果分析

将 DGSVM 分别与 GSVM、经典 SVM 对比,实验

采用的标准数据集如表 1 所示.

表 1摇 实验数据集

Table 1摇 Datasets used in the experiment

数据集 训练集 测试集 维数

Thyroid 2800 1500 5
Diabetis 4680 3000 8

Breast_cancer 2000 770 9
Heart 4250 2500 13
Image 6500 5050 18
German 3500 1500 20

实验中采用高斯核函数,核参数取 1. 0,其中正

则参数取 1 000. 由于本文的重点在于如何结合粒度

计算理论和层次分类模型来设计具有较好泛化能力

的 DGSVM,以克服密度不均匀的数据分布对分类器

泛化性能产生的负面影响,所以有关如何选择核参

473 模式识别与人工智能摇 摇 摇 27 卷



(a)Thyroid (b)Diabetis (c)Breast_cancer

(d)Heart (e)Image (f)German

图 2摇 GSVM 与 DGSVM 的测试结果对比

Fig. 2摇 Result comparison between GSVM and DGSVM

数及正则化参数将不在文中具体讨论,相关内容可

参考文献[16] ~ 文献[21]. 调和参数 para 取 1. 0,
para 直接影响动态粒划因子 K 的大小,para 越大,K
值越小;para 越小,K 值越大. 根据实验所需粒划分

的程度来确定 para 的取值. 初始粒划参数 K 根据数

据集的大小而定.
为测试初始粒划参数 K 对 GSVM 和 DGSVM 的

影响,在每个数据集上分析初始参数 K 对算法的影

响. 图 2 给出两种算法测试正确率对比.
从图 2 中可看出, 对于 GSVM,在 K = 10 时,正

确率在 6 个数据集上都处在最低值,随着 K 值的增

加,GSVM 正确率基本处于上升趋势,在 K = 200 时,
正确率均达到最大值. 整体上看,GSVM 随 K 值的变

化,正确率有大幅度的变化. 对于 DGSVM,在所有的

K 值下,正确率都高于 GSVM,且正确率一直很平

稳,几乎不受初始粒划参数的影响.
实验还统计 DGSVM 中的最终划分粒的个数,

图 3 给出最终划分粒的个数在不同初始粒划参数下

的统计结果.
从图 3 可看出,对于 DGSVM,除数据集 Thyroid

外,最终划分粒的个数几乎不受 K 值的影响,保持

平稳状态. 而对于 GSVM,最终粒划参数始终等于用

户给定的初始参数,尽管 DGSVM 中最终粒的个数

多于 GSVM,但 DGSVM 采用的动态粒划分机制对初

始参数不敏感,结果稳定,表现出较好的鲁棒性.

!
"

#
$

%
&

K

图 3摇 DGSVM 中最终划分粒的个数

Fig. 3摇 Final number of granular division in DGSVM

表 2 是 DGSVM、GSVM 和传统 SVM 测试结果

对比,从实验结果中可看出,在 6 个数据集上 DGS鄄
VM 和 GSVM 的训练效率比传统 SVM 有上千倍的

提高. DGSVM 与 SVM 相比,分类正确率虽有所下

降,但仍在可接受范围之内. 与 GSVM 相比,DGSVM
具有更好的泛化性能,特别是在数据集 Thyroid、
Heart 和 German 上,正确率都在 95% 以上,最高达

99. 6% . 上述实验结果表明,DGSVM在经过粒划分
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表 2摇 3 种方法测试结果对比

Table 2摇 Comparison of experimental results by 3 algorithms

数据集
K=10

DGSVM GSVM
K=20

DGSVM GSVM
K=30

DGSVM GSVM
K=100

DGSVM GSVM
K=200

DGSVM GSVM
SVM

Thyroid 训练时间 / s
分类正确率 / %

0. 0938
96. 2

0. 001
89. 6

0. 0625
96. 1

0. 016
94. 4

0. 2343
98. 1

0. 078
97. 0

0. 6875
97. 5

0. 344
96. 8

2. 6719
98. 9

1. 66
98. 9

5569. 578
100. 0

Diabetis 训练时间 / s
分类正确率 / %

10. 4219
81. 3

0. 0166
62. 7

12. 8438
83. 0

0. 0156
66. 1

10. 1250
81. 9

0. 0781
65. 2

19. 2656
81. 8

0. 036
68. 7

19. 375
83. 0

1. 72
71. 7

60008. 39
100. 0

Breast_
cancer

训练时间 / s
分类正确率 / %

2. 6885
92. 1

0. 016
64. 4

2. 7343
91. 4

0. 016
63. 2

2. 7656
92. 7

0. 078
73. 6

2. 3594
93. 33

0. 344
78. 7

4. 2813
94. 8

1. 75
87. 1

2047. 25
97. 5

Heart 训练时间 / s
分类正确率 / %

3. 4788
99. 6

0. 001
75. 5

3. 3384
99. 6

0. 016
78. 3

3. 3696
99. 6

0. 078
82. 1

3. 1980
98. 7

0. 359
86. 8

3. 1980
98. 7

1. 75
93. 8

389. 35
100. 0

Image 训练时间 / s
分类正确率 / %

27. 678
97. 8

0. 016
72. 4

14. 414
97. 7

0. 016
86. 4

17. 486
98. 0

0. 078
88. 2

20. 360
98. 2

0. 359
91. 6

22. 050
98. 4

1. 78
94. 1

17256. 7
98. 2

German 训练时间 / s
分类正确率 / %

111. 322
98. 1

0. 001
64. 7

247. 3
98. 6

0. 016
65. 4

172. 125
98. 5

0. 078
67. 10

201. 656
98. 3

0. 0385
73. 8

172. 719
98. 7

1. 86
76. 4

19330. 906
100. 0

压缩后的数据集上训练,在正确率几乎没有太大变

化的情况下,速度有较大提高,而且采用动态粒划分

机制,使得实验结果较稳定. 因为算法是根据数据集

样本分布信息动态粒划分,对于很多“不重要冶的

粒,只保留粒中心加入训练集,这在很大程度上减少

训练样本,缩短训练时间. 同时,对那些对最终结果

“有影响冶的粒细化,让更多的潜在支持向量加入训

练集进行训练,所以分类正确率仍保持较高水平.

4摇 结 束 语

本文提出一种动态粒度支持向量机学习算法,
通过在不同层次的粒上,有效提取重要的分类信息

进行 SVM 训练,获得较好的泛化性能,同时提高训

练效率. 本文对二分类问题进行实验验证. 在未来的

工作中,考虑将算法扩展到多类分布不均匀数据的

分类问题中. 另外,可将本文算法应用于网页分类、
疾病监测等大规模分布不均匀的实际问题中.
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